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摘　要：有效波高（Ｓｉｇｎｉｆｉｃａｎｔｗａｖｅｈｅｉｇｈｔｓ，ＳＷＨ）是描述海浪的重要属性，ＳＷＨ的预测对于保障近岸工程设
计以及海上作业安全具有重要意义。近年来，深度学习方法被用来对 ＳＷＨ进行预测，但是目前存在的方法
无法有效捕捉ＳＷＨ的长时间相关性，同时忽略了海洋多要素之间的局部关联。为此，提出一种结合海洋多
要素局部和全局特征的 ＳＷＨ预测模型（Ｍｕｌｔｉｅｌｅｍｅｎｔｓｌｏｃａｌａｎｄｇｌｏｂａｌｃｏｒｒｅｌａｔｉｏｎｆｏｒｗａｖｅｈｅｉｇｈｔｐｒｅｄｉｃｔｉｏｎ，
ＭＬＧＳＷＨ）。以有效波高、风速、周期等多要素作为输入，设计了局部全局编码（Ｌｏｃａｌｇｌｏｂａｌｅｍｂｅｄｄｉｎｇ，
ＬＧＥ）模块，提取海洋多要素的局部关联以及时间信息。采用编解码器作为基础网络结构，提取多要素海浪
序列特征。在编解码器中，设计了空洞因果卷积自注意力模块来有效捕捉海洋多要素序列的全局长时间相
关性，并在解码器中利用生成推理方式避免单步迭代预测产生的误差累积。选取北大西洋海浪有效波高变化

特点不同的两个站点数据进行实验。相较于经典时间序列预测模型以及主流深度学习方法，研究所用的

ＭＬＧＳＷＨ模型在２４和４８ｈ预测的均方根误差以及平均绝对误差均为最低，并在长时序预测方面具有较大
的优势。

关键词：多要素；长时间相关性；有效波高预测；空洞因果卷积自注意力模块
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　　海浪是近岸海洋工程中的重要设计参数，海
浪条件影响着各种海洋活动，对于保护近岸地区

安全具有重要的意义［１］。有效波高（Ｓｉｇｎｉｆｉｃａｎｔ
ｗａｖｅｈｅｉｇｈｔｓ，ＳＷＨ）是描述海浪的重要属性，海浪
在传播过程中会受到若干因素的影响，例如风、

海洋的深度以及温度等［２］，这使得 ＳＷＨ的预测
难度增加。

目前，海浪运动的预测方法大致可以分为两

类：第一类是利用海浪传播的物理特性，基于海

浪数值模型模拟预测海浪的传播过程，例如第三

代波浪模型（Ｗａｖｅｍｏｄｅｌ，ＷＡＭ）、基于 ＷＡＭ的
近岸波浪模拟方法（Ｓｉｍｕｌａｔｉｎｇｗａｖｅｎｅａｒｓｈｏｒｅ，
ＳＷＡＮ）［３５］。数值模型预测通常需要外海入射海
浪条件等驱动因子，且计算效率较低。第二类是

基于传统时间序列模型对 ＳＷＨ进行预测，例如
自回归模型（Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ，ＡＲ）、自回归移动平
均模型（Ａｕｔｏｒｅｇｒｅｓｓｉｖｅｍｏｖｉｎｇａｖｅｒａｇｅ，ＡＲＭＡ）以

及自回归综合移动平均模型 （Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ
ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ，ＡＲＩＭＡ） 等［６８］。

ＡＧＲＡＷＡＬ等［９］使用 ＡＲＩＭＡ模型在不同预测区
间实现在线 ＳＷＨ预测。然而，海浪在传播过程
中会受到复杂的海洋要素影响，而 ＡＲＩＭＡ只使
用单要素的时间序列预测，无法有效表征复杂多

样的海洋要素带来的影响，且 ＡＲＩＭＡ模型极其
依赖平稳假设的条件。随着机器学习的发展，人

工神经网络（Ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＡＮＮ）和支
持向量机（Ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）等开始被
应用于 ＳＷＨ的预测，ＤＥＯ等［１０］提出基于 ＡＮＮ
对ＳＷＨ进行实时预测，实验结果表明，ＡＮＮ在准
确率和一致性方面都有较好的表现。ＣＯＲＮＥＪＯ
ＢＵＥＮＯ等［１１］和 ＫＵＭＡＲ等［１２］利用前馈神经网

络极限学习机（Ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ，ＥＬＭ）对
ＳＷＨ进行预测，获得较强泛化能力和较快求解速
度。基于完善的数学理论的ＳＶＭ应用十分广泛。
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ＭＡＨＪＯＯＢＩ等［１３］的研究表明，在 ＳＷＨ预测中
ＳＶＭ某些情况下比ＡＮＮ有更好的性能。黄心裕
等［１４］使用Ｐｒｏｐｈｅｔ模型学习海浪序列的变化特性
对海南地区海浪有效波高进行预测；夏天亮等［１５］

提出了使用天牛须搜索算法来优化 ＢＰ神经网络
并应用在南海北部地区海浪预测，提高了预测性

能。随 着 自 然 语 言 处 理 （Ｎａｔｕｒａｌｌａｎｇｕａｇｅ
ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）的发展，研究人员发现循环神经
网络（Ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）的序列结构
非常适用于自然语言处理、气象预报等序列预测

任务。长短期记忆网络（Ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＬＳＴＭ）作为 ＲＮＮ的改进，被广泛
地应用于预测风速、交通、太阳能和股票价

格［１６１８］。李自立等［１９］结合 ＬＳＴＭ与 ＲｅｓＮｅｔ对北
部湾的 ＳＷＨ进行短期预测，预测精度得到显著
提高，但ＬＳＴＭ捕捉长时间相关性方面的能力不
足，导致长期预测能力下降。在这种情况下，如

何捕捉ＳＷＨ的长时间相关性是提升模型预测性
能的关键问题。

近年来，Ｔｒａｎｓｆｏｒｍｅｒ作为一个新的体系架构
被提出并应用于 ＮＬＰ领域［２０］，它利用自注意力

机制来处理序列数据。基于 ＲＮＮ的模型在当前
时刻的计算时只依赖前一时刻的计算结果，然

而，Ｔｒａｎｓｆｏｒｍｅｒ的自注意力机制可以使用序列中
任何时刻的值，更有利于捕捉时间序列的长时间

相关性。ＷＵ等［２１］在 Ｔｒａｎｓｆｏｒｍｅｒ的基础上添加
了生成对抗网络对模型的预测值进行修正，降低

了模型预测的误差。ＬＩ等［２２］使用因果卷积神经

网络生成注意力机制中的查询（Ｑｕｅｒｙ，Ｑ）与键
（Ｋｅｙ，Ｋ），增强了捕捉局部趋势的能力，但由于其
感受有限，因此对于历史信息使用的能力较低。

ＺＨＯＵ等［２３］采用了卷积层与池化层对注意力矩

阵进行操作，并在解码器中使用生成推理的预测

方法进行多步预测。ＳＨＥＮ等［２４］针对目前结合

ＣＮＮ与Ｔｒａｎｓｆｏｒｍｅｒ的模型中存在松耦合的问题，
提出了ＴＣＣＴ模型，该模型在 Ｔｒａｎｓｆｏｒｍｅｒ的原有
基础上充分利用ＣＮＮ的特性，加强了二者的耦合
性。ＭＡＤＨＵＳＵＤＨＡＮＡＮ等［２５］提出的 Ｙｆｏｒｍｅｒ结
合了Ｔｒａｎｓｆｏｒｍｅｒ与ＵＮｅｔ的优点，编码器部分对
历史数据以及未来数据分别进行下采样并进行

拼接，在解码器部分进行上采样后得到预测结果。

在海浪有效波高预测任务中，既要考虑海浪

长期的周期性变化，又要应对各种环境和气象因

素引起的短期变化，因此，传统的 Ｔｒａｎｓｆｏｒｍｅｒ应
用于海浪有效波高预测任务存在着不足之处。

为了解决上述问题，提出结合海洋多要素局部和

全局特征的 ＳＷＨ预测模型（Ｍｕｌｔｉｅｌｅｍｅｎｔｓｌｏｃａｌ
ａｎｄｇｌｏｂａｌｃｏｒｒｅｌａｔｉｏｎｆｏｒｗａｖｅｈｅｉｇｈｔｐｒｅｄｉｃｔｉｏｎ，
ＭＬＧＳＷＨ），实现对２４和４８ｈ的ＳＷＨ高精度预
测。ＭＬＧＳＷＨ模型以有效波高及相关海洋多要
素时间序列为输入，以编码器解码器网络结构为
基 础，通 过 局 部全 局 编 码 （Ｌｏｃａｌｇｌｏｂａｌ
ｅｍｂｅｄｄｉｎｇ，ＬＧＥ）强调海洋多要素特征的时间信
息嵌入能力，通过空洞因果卷积扩大自注意力模

型的感受野，利用更多历史信息来预测未来。相

比于ＡＲＩＭＡ、ＬＳＴＭ以及改进的 Ｔｒａｎｓｆｏｒｍｅｒ等深
度学习网络，不仅可以更好地捕捉 ＳＷＨ的长时
间相关性，而且可以有效地提取 ＳＷＨ与海洋多
要素间的局部关联。此外，模型采用了生成式预

测方式实现 ＳＷＨ的一次多步预测，有效降低了
逐点迭代式多步预测中误差累积的影响。

１　数据来源及其预处理

１．１　数据来源
实验使用的数据来源于美国国家海洋和大

气管理局网站，选取墨西哥湾 ４２０１９号站点
（２７．９１０°Ｎ，９５．３４５°Ｗ）以及帕姆利科湾 ４１０２５
号站点（３５．０１０°Ｎ，７５．４５４°Ｗ）作为研究对象且
均为海面浮标站点。其中：位于墨西哥湾的

４２０１９号站点水深８３．５ｍ，地处热带与亚热带，高
温多雨，降水量较多，且每年都有飓风季，因此海

浪有效波高波动幅度较大；４１０２５号站点位于帕
姆利科湾，水深５９．４ｍ，是美国东海岸最大的泻
湖，海浪波动幅度相对平稳。两个站点数据采集

的时间跨度均为２０１８年１月１日到２０２０年１２
月３１日，数据采样间隔均为１ｈ，数据集中包括风
速（ＷＳＰＤ）、海浪平均周期（ＡＰＤ）、水温（ＷＴ）、气
温（ＡＴ）等要素（表１）。

表１　所选站点信息
Ｔａｂ．１　Ｄｅｔａｉｌｓｏｆｓｅｌｅｃｔｅｄｓｔａｔｉｏｎｓ

特征Ｖａｒｉａｂｌｅｓ
４１０２５

最大值

Ｍａｘ
最小值

Ｍｉｎ

４２０１９
最大值

Ｍａｘ
最小值

Ｍｉｎ
有效波高ＳＷＨ／ｍ ５．３１ ０．３９ ６．８８ ０．１３
风速ＷＳＰＤ／（ｍ／ｓ） １９．１０ ０ ２１．４０ ０
海浪平均周期ＡＰＤ／ｓ ８．３５ ３．２８ ９．８４ ２．６０
水温ＷＴ／℃ ５．２０ ３１．４０ ３２．７０ １８．５０
气温 ＡＴ／℃ ３０．２０ －４．４０ ３３．５０ ３．４０

０７６
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１．２　数据预处理
海浪的形成受多种复杂地理与自然因素影

响。从物理机制上，风浪的成长状态与风速、风

时、风区三要素密切相关；涌浪一般具有周期长

的特点，近岸浪还会受到海底地形和海岸线等的

影响。模型基于数据驱动的方法研究海浪有效

波高的预测，在现有数据范围内（地形数据不具

备）尽可能选择与ＳＷＨ相关的因素。因此，采用
统计学的方法对ＳＷＨ与各要素之间的相关性进
行辅助验证，在保证显著性水平的情况下，通过

计算各要素与 ＳＷＨ之间的皮尔逊相关系数
（Ｐｅａｒｓｏｎｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔ），来验证各要素与
ＳＷＨ之间的相关性，计算公式如下：

ρ（Ａ，Ｂｍ）＝
ｃｏｖ（Ａ，Ｂｍ）
σＡσＢｍ

（１）

式中：Ａ为ＳＷＨ序列；Ｂｍ为第ｍ个要素序列；ｃｏｖ
（Ａ，Ｂｍ）为ＳＷＨ与第ｍ个要素序列的协方差；σＡ
为ＳＷＨ的方差；σＢｍ为第ｍ个要素序列的方差。

选取４２０１９号站点数据集中连续４０００ｈ的
各要 素 值 进 行 计 算，当 皮 尔 逊 相 关 系 数

｜ρ（Ａ，Ｂｍ）｜＞０．７且显著性差异值Ｐ＜０．０５时，可认
为该要素与 ＳＷＨ具有显著相关性。经过计算，
风速（ＷＳＰＤ）、每小时最大风速（ＧＳＴ）以及海浪
平均周期（ＡＰＤ）与ＳＷＨ之间的相关系数分别为
０．７２６、０．７７４、０．７８９；显著性差异值均远小于
０．００１，水温（ＷＴ）和气温（ＡＴ）与 ＳＷＨ之间的相
关系数仅为 ０．３４３和０．３７６。由于 ＷＳＰＤ和 ＧＳＴ
之间存在较强相关性，而 ＡＰＤ与 ＷＳＰＤ和 ＧＳＴ
相关性较低（相关系数分别为０．２２６和０．２３９），
因此选择ＷＳＰＤ和ＡＰＤ与ＳＷＨ一起作为多要素
输入。

ＳＷＨ的预测为有监督的学习任务，为了生成
模型训练所需的训练数据以及测试数据，采用定

长滑动窗口的方式对时序数据进行处理，按７∶１∶
２比例划分训练集、验证集以及测试集。此外，由
于海洋不同要素的取值范围不同，使用 ｚｓｃｏｒｅ标
准化对数据进行处理，使其服从于标准正态分布。

２　ＭＬＧＳＷＨ模型

图１展示了 ＭＬＧＳＷＨ模型，该模型由 ＬＧＥ
模块、编 码 器 （Ｅｎｃｏｄｅｒ）模 块 以 及 解 码 器
（Ｄｅｃｏｄｅｒ）模块组成。编码器和解码器中的基本
单元均由多头空洞因果卷积自注意力层（Ｍｕｌｔｉ

ｈｅａｄｄｃｏｎｖｓｅｌｆａｔｔｅｎｔｉｏｎ）、残差连接及归一化层
（Ａｄｄ＆Ｎｏｒｍ）及前向反馈层（Ｆｅｅｄｆｏｒｗａｒｄ）组
成。ＬＧＥ模块用于对海洋多要素序列进行特征
编码，编码器模块中的空洞卷积自注意力机制可

以捕捉序列的长时间相关性，以及局部变化趋

势。解码器模块用于对编码器模块输出的高维

特征进行解码，最终连接全连接层得到预测结

果。

传统的多步时间序列预测方法常采用迭代

式预测即每次迭代只预测一个时间步长，下一次

迭代时利用上一次预测的结果，随着预测长度的

增加，不仅会出现误差累积的影响，而且会导致

模型计算量增加。为此，研究采用生成式预测方

法一次性输出海浪有效波高的多步预测结果，定

义模型的输入为时间步长为 Ｎ的多维时间序列
Ｙ＝（ｙ１，ｙ２，…，ｙＮ），其中 ｙｉ＝（ｘｉ，Ｔｉ）为第 ｉ个时
刻的输入，它由海洋多要素向量ｘｉ＝［ｘｉ

１，ｘｉ
２，…，

ｘｉ
ａ］Ｔ及其对应的时间 Ｔｉ组成，ａ为海洋要素的
数量。模型预测输出是接下来 ｎ个时间步长的
ＳＷＨ序列，记作ｙ＝（ｘ１Ｎ＋１，ｘ

１
Ｎ＋２，…，ｘ

１
Ｎ＋ｎ）。

２．１　局部全局编码
如图２所示，ＭＬＧＳＷＨ模型采用 ＬＧＥ模块

对时间序列进行编码，使得其具备捕捉海洋多要

素之间的局部特征以及有效利用时间信息的能

力。

　　首先，采用一维卷积神经网络对海洋多要素
序列Ｘ＝（ｘ１，ｘ２，…，ｘＮ）∈Ｒ

ａ×Ｎ进行编码，捕捉海

洋多要素之间的局部关联特征，编码后的输出序

列为
槇

Ｘ∈Ｒａ×ｄｒ。
由于注意力机制无法识别输入序列的位置

顺 序，因 此，通 常 需 要 位 置 编 码 （Ｐｏｓｉｔｉｏｎ
ｅｍｂｅｄｄｉｎｇ）来人为给序列添加位置关系。位置编
码只能保留序列中元素的相对位置，且无法利用

时间序列的时间信息，但对于时间序列问题，随

着时间的变化，序列会呈现周期性变化的趋势，

且在极端情况下，也会呈现非周期性的情况。因

此，充分利用时间信息对于时间序列预测模型性

能的提升有着重要的作用。

为此，ＭＬＧＳＷＨ模型采用 Ｔｉｍｅ２Ｖｅｃ［２６］将位
置编码推广到连续的时间序列上，自适应地捕捉

时间序列的周期性与非周期性模式。使用

Ｔｉｍｅ２Ｖｅｃ对采样时间序列 Ｔ进行建模，定义为
ξ（Ｔ），计算公式如下：

１７６
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ξｊ（Ｔ）＝
ｗｊＴ＋φｊ，　ｊ＝０

Ｆ（ｗｊＴ＋φｊ），　 １≤ｊ≤ｄｒ－{ １
（２）

图１　多要素局部全局特征关联的有效波高预测模型
Ｆｉｇ．１　Ｍｕｌｔｉｅｌｅｍｅｎｔｓｌｏｃａｌａｎｄｇｌｏｂａｌｃｏｒｒｅｌａｔｉｏｎｆｏｒｓｉｇｎｉｆｉｃａｎｔｗａｖｅｈｅｉｇｈｔｐｒｅｄｉｃｔｉｏｎ（ＭＬＧＳＷＨ）ｍｏｄｅｌ

图２　局部全局编码模块
Ｆｉｇ．２　Ｌｏｃａｌｇｌｏｂａｌｅｎｃｏｄｉｎｇｍｏｄｕｌｅ

式中：ξｊ（Ｔ）为 ξ（Ｔ）中第 ｊ个元素；Ｆ为１个带有
周期性的激活函数，实验中采用的是正弦函数；ｗｊ
和φｊ为正弦函数的频率和偏移，均为可学习的超
参数。Ｔｉｍｅ２Ｖｅｃ中的正弦函数可用于捕获周期
模式，线性项可用于捕获非周期模式，它相当于

使用正弦函数作为１个全连接层将采样时间序
列Ｔ映射到了ｄｒ维的空间中。

Ｔｒａｎｓｆｏｒｍｅｒ和 ＬｏｇＴｒａｎｓ均采用直接相加的
方式对数据编码和位置编码进行处理，但这样做

不可避免地会导致信息损失［２０，２２］。因此，ＬＧＥ
模块将海洋要素序列的局部特征编码和时间编

码进行拼接，然后将其输入到全连接层中得到最

终的编码结果Ｄ∈Ｒｄｍ。
２．２　多头自注意力机制

自注意力机制起源于人类对视觉方面的研

究，是人类视觉所特有的大脑信号处理机制。人

类视觉通过浏览全局的图像，获得需要重点关注

的目标位置，然后对这一位置投入更多的注意力

资源来获得更多所需要关注目标的细节信息。

注意力机制很适用于时间序列模型，其优点在于

它可以很好地捕捉长时间序列的相关性。多头

注意力机制（Ｍｕｌｔｉｈｅａｄａｔｔｅｎｔｉｏｎ，ＭＨＡ）中不同
的头通过学习可以捕捉序列中的不同时间模式。

多头注意力机制的计算公式如下：
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Ｏｈ＝Ｓ
（ＱｈＫ

Ｔ
ｈ）

ｄ槡 ｋ

Ｖｈ （３）

式中：Ｓ为 Ｓｉｇｍｏｉｄ函数；Ｑｈ＝ＤＷ
Ｑ
ｈ为查询矩阵；

ＫＴｈ＝ＤＷ
Ｋ
ｈ为键矩阵以及 Ｖｈ＝ＤＷ

Ｖ
ｈ为值矩阵；ｈ＝

｛１，２，…，Ｈ｝是头索引，且 ＷＱｈ，Ｗ
Ｋ
ｈ∈Ｒ

ｄｍ×ｄｋ，ＷＶｈ∈
Ｒｄｍ×ｄｖ均是可以学习的参数。

经过这些线性变换之后，通过缩放点积计算

向量的注意力分数。再对 Ｏ１，Ｏ２，…，ＯＨ进行拼
接操作后再次进行线性投影。在注意力分数输

出时，堆叠了两层全连接层以及一个 ＲｅＬＵ激活
函数层。

２．３　编码器模块
编码器模块由４组编码层堆叠而成。每组

编码层分为２个子层：多头空洞因果卷积自注意
力层以及前向反馈层，每个子层后均连接一个残

差连接与归一化层。

传统自注意力机制计算查询和键之间的相

关性是逐点计算的［图３（ａ）］，因此，自注意力模
块无法学习到时间序列的局部信息。卷积神经

网络通常被使用在图像领域，用于捕捉图像的局

部特征，一些学者将卷积神经网络应用在时间序

列预测任务中，在捕捉局部特征方面取得了良好

的效果［２７２９］。ＬＩ等［２２］提出了因果卷积自注意力

机制将卷积神经网络与自注意力机制相结合，即

用因果卷积神经网络代替全连接层来生成注意

力机制所需的Ｑ和 Ｋ［图３（ｂ）］，增强了模型捕

捉局部特性的能力。然而，因果卷积神经网络只

能回顾线性规模的历史数据，由于感受野有限，

导致该模型利用历史信息的能力不足。虽然因

果卷积神经网络可以通过不断叠加层数来增加

感受野的大小，但会导致参数量增大。

为了解决上述问题，设计了空洞因果卷积神

经网络来生成 Ｑ与 Ｋ［图３（ｃ）］，相较于因果卷
积神经网络［图３（ｂ）］，其感受野会随着卷积层
数的增加以指数的形式增加。第ｌ个空洞因果卷
积层中的卷积核会对（２ｌ－１－１）位置上的元素进
行卷积操作，随着层数的增加，感受野也会随之

增加，可以使得模型捕捉更长时间序列的信息，

充分利用历史数据的变化趋势。模型使用的空

洞因果卷积维持了因果关系的性质：时间序列在

某时刻的值只与之前时刻的值进行卷积，确保网

络在构建和训练过程中不违反波高预测中时间

顺序上的基本前后依赖关系；同时，空洞卷积可

以更好地利用序列的历史信息，在对某个时间步

的数据计算相似度时，可以利用该时间步的上下

文关系（例如局部趋势）进行计算，有助于提高预

测的准确度。

在经过多头空洞因果卷积自注意力层后，将

输出结果与ＬＧＥ模块的编码结果 Ｄ输入到残差
连接与归一化层，之后通过前馈层对特征维度进

行变化，并再次输入到残差连接与归一化层得到

最终的特征图Ｆ∈Ｒｄｍ。

图３　不同注意力之间的比较
Ｆｉｇ．３　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｄｉｆｆｅｒｅｎｔａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍｓ

３７６
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２．４　解码器模块
解码器模块采用与编码器模块类似的结构。

在解码器的多头空洞因果卷积自注意力中添加

的掩码矩阵 Ｍ∈Ｒｄｍ×ｄｍ，其所有上三角元素均设
为－∞，用来掩蔽 ＱｈＫ

Ｔ
ｈ矩阵中包含未来信息的

部分，当矩阵Ｍ通过Ｓｏｆｔｍａｘ函数计算后，所有上
三角元素的值均变为０，使得未来信息不参与计
算注意力分数，避免自回归。

传统多步预测方法采用迭代式预测，会导致

模型计算量增加，且随着预测长度的增加会出现

误差累计的情况。因此，模型借鉴 Ｉｎｆｏｒｍｅｒ的思
想采用生成式预测方法，截取编码器模块的部分

输入作为起始序列段，并与１个长度与目标预测
序列相同的零矩阵进行拼接后添加时间信息作

为解码器的输入［２３］。解码后，取映射向量中后半

部分（目标预测长度）作为预测结果，该模型仅解

码１次就可以得到多步预测结果，解码器模块如
图４所示。

图４　解码器模块
Ｆｉｇ．４　Ｄｅｃｏｄｅｒｍｏｄｕｌｅ

　　ＭＬＧＳＷＨ模型采用编码器模块输入多要素
序列的后半段作为起始序列段，并与长度和目标

序列相同的零矩阵进行拼接，计算公式如下：

Ｙｄｅｃｏｄｅｒ＝Ｃｏｎｃａｔ（Ｙｔｏｋｅｎ，［Ｘ０，ＴＸ０］） （４）
式中：Ｙｔｏｋｅｎ为起始序列段，在２４、４８ｈ的预测任务
中，Ｙｔｏｋｅｎ采取的长度分别为６、１２；Ｘ０为长度和目
标预测序列相同的零矩阵；ＴＸ０为目标预测序列的
时间。

将拼接后的结果输入到 ＬＧＥ模块中进行编
码，并将编码后的结果Ｄ输入到解码器模块进行
解码。在解码时，首先经过多头因果卷积自注意

力层对Ｄ进行特征学习，并添加残差连接与归一

化层得到矩阵Ｚ∈Ｒｄｍ，其次使用多头注意力计算
编码器模块输出的高维特征与矩阵 Ｚ之间的注
意力矩阵并输入到前向反馈层。最后，在解码器

模块后连接全连接层，将编码器模块的高维特征

在解码器模块进行解码后的结果进行线性映射。

映射向量中后半部分（目标预测长度）即为预测

结果。

３　实验

３．１　实验环境与参数设置
模型在搭建时，采用了 Ｐｙｔｏｒｃｈ深度学习框

架，并部署在 ＴｅｓｌａＰ１００服务器上运行。采用平
均绝对误差作为损失函数，使用了Ａｄａｍ优化器，
学习率设置为 ０．００１，数据编码维度 ｄｍ设置为
５１２，时间编码维度ｄｒ设置为６４，多头注意力机制
的头数Ｈ设置为８。在模型训练时，利用早停机
制避免模型迭代次数过多而出现过拟合。

３．２　实验评价指标
实验采用均方误差（Ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＥＭＳ）

和平均绝对误差（Ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＥＭＡ）作为
评价指标，计算公式如下：

ＥＭＳ＝
１
ｎ∑
ｎ

ｉ＝１
（Ｈｉｐ－Ｈ

ｉ
ｔ）
２ （５）

ＥＭＡ＝
１
ｎ∑
ｎ

ｉ＝１
｜Ｈｉｐ－Ｈ

ｉ
ｔ｜ （６）

式中：Ｈｉｐ为 ｉ时刻 ＳＷＨ的预测值；Ｈ
ｉ
ｔ为 ＳＷＨ的

真实值；ｎ为预测的长度。模型预测越精准，评价
指标ＥＭＳ、ＥＭＡ的值越小。
３．３　实验结果与分析

为了体现 ＭＬＧＳＷＨ模型的预测效果，将
ＭＬＧＳＷＨ模型与 ＡＲＩＭＡ、ＬＳＴＭ、ＬｏｇＴｒａｎｓ以及
Ｉｎｆｏｒｍｅｒ进行比较。对于上述方法，均使用１６８ｈ
的历史数据预测未来２４和４８ｈ的 ＳＷＨ。其中，
ＡＲＩＭＡ是传统时间序列预测模型；ＬＳＴＭ是 ＳＷＨ
预测中主流的深度学习算法，它在循环神经网络

的基础上添加了遗忘门、输入门、输出门以及可

以有效避免梯度消失以及梯度爆炸带来的影响；

ＬｏｇＴｒａｎｓ是在Ｔｒａｎｓｆｏｒｍｅｒ的基础上进行改进，采
用了因果卷积自注意力机制增强模型捕捉局部

变化趋势的能力；Ｉｎｆｏｒｍｅｒ在注意力机制后使用
卷积层与池化层代替了残差连接与归一化层以

及全连接层，并采用了生成式预测方法。表２展
示了每种方法的预测结果。

由表２可以看出，ＭＬＧＳＷＨ模型在 ４１０２５

４７６
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与４２０１９两个站点的２４和４８ｈ预测任务中均方
误差以及平均绝对误差均为最低。ＡＲＩＭＡ以及
ＬＳＴＭ在２４和４８ｈ的预测误差较大，利用注意力
机制的模型预测性能均明显优于 ＡＲＩＭＡ以及
ＬＳＴＭ。由于４２０１９号站点所处地理位置具有高
温多雨的特点，且每年都有飓风季，因此该站点

的海浪变化更加复杂。除此之外，４２０１９号站点
与４１０２５号站点水深相差２０多米，受到海底地形
的影响更大。因此，４２０１９号站点的预测难度会

更大，预测误差略高于４１０２５号站点。ＭＬＧＳＷＨ
与Ｉｎｆｏｒｍｅｒ的预测结果较为接近，但在预测效率
上，ＭＬＧＳＷＨ要高于 Ｉｎｆｏｒｍｅｒ。以４１０２５号站点
４８ｈ预测为例，Ｉｎｆｏｒｍｅｒ所耗的时间为 ６４ｓ，而
ＭＬＧＳＷＨ模型所耗的时间约为４３ｓ，节约３０％
以上。ＭＬＧＳＷＨ模型不仅提升了利用历史信息
的能力，而且可以自适应地学习时间信息中的周

期性与非周期性，模型预测性能相较于 ＬｏｇＴｒａｎｓ
以及Ｉｎｆｏｒｍｅｒ均有提升。

表２　不同预测方法的性能对比
Ｔａｂ．２　Ｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｏｆｄｉｆｆｅｒｅｎｔｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄｓ

站点

Ｓｔａｔｉｏｎ
小时

Ｈｏｕｒ
ＡＲＩＭＡ

ＥＭＡ／ｍ ＥＭＳ／ｍ
ＬＳＴＭ

ＥＭＡ／ｍ ＥＭＳ／ｍ
ＬｏｇＴｒａｎｓ

ＥＭＡ／ｍ ＥＭＳ／ｍ
Ｉｎｆｏｒｍｅｒ

ＥＭＡ／ｍ ＥＭＳ／ｍ
ＭＬＧＳＷＨ

ＥＭＡ／ｍ ＥＭＳ／ｍ

４１０２５
２４ ０．４８２ ０．４６３ ０．４６９ ０．４２９ ０．３８５ ０．３３８ ０．３６９ ０．３１８ ０．３４１ ０．２８７
４８ ０．５３１ ０．５０３ ０．５２２ ０．４６１ ０．４４７ ０．４１６ ０．４２２ ０．３９１ ０．３９５ ０．３６２

４２０１９
２４ ０．５３３ ０．４７６ ０．４７８ ０．４４７ ０．４１２ ０．３９１ ０．３９５ ０．３６４ ０．３８２ ０．３４３
４８ ０．５８５ ０．５４０ ０．５４１ ０．５０３ ０．４６２ ０．４４２ ０．４５１ ０．４２９ ０．４３９ ０．４１８

注：加粗表示最好的结果。

Ｎｏｔｅｓ：Ｂｏｌｄｍｅａｎｓｔｈｅｂｅｓｔｒｅｓｕｌｔ．

　　为了更直观地体现模型在长期预测任务中
的性能，通过在 ４１０２５号站点的测试集数据中随
机抽取了 １６８ｈ的历史数据，输入到对比模型中

性能较好的 ＬｏｇＴｒａｎｓ、Ｉｎｆｏｒｍｅｒ中进行预测，分别
得到未来 ４８ｈ的预测值。图５展示３个模型的
ＳＷＨ预测值与 ＳＷＨ真实值的对比。

图５　ＭＬＧＳＷＨ与Ｉｎｆｏｒｍｅｒ、ＬＳＴＭ对４１０２５号站点４８ｈ预测结果
Ｆｉｇ．５　４８ｈｏｕｒｓｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆｓｔａｔｉｏｎ４１０２５ｂｙＭＬＧＳＷＨ，Ｉｎｆｏｒｍｅｒ，ＬＳＴＭ

　　由图５可以看出，相较于ＭＬＧＳＷＨ，Ｉｎｆｏｒｍｅｒ
和ＬＳＴＭ模型的预测值明显偏离真实值，这是因
为ＬＳＴＭ的长时间序列建模能力不足，而Ｉｎｆｏｒｍｅｒ
中卷积核大小固定，导致感受野有限，从而降低

了模型捕捉序列变化趋势的能力。除此之外，在

预测较长时间序列时，模型预测误差会随时间增

加而增加。

为进一步显示ＭＬＧＳＷＨ模型应用于长时间
预测任务的效果，在４１０２５号站点的测试集数据
中抽取了１个月（７２０ｈ）的预测结果进行展示。
为避免线条堆叠影响显示效果，图６展示了３个
模型的ＳＷＨ预测值与真实值的对比。

由图６可以看出，在预测较长时间序列时，
模型预测误差会随时间增加而增加，Ｉｎｆｏｒｍｅｒ和
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ＬＳＴＭ均存在不同程度的滞后性，原因是时间序
列预测是１个回归问题，且序列本身存在着自相
关性，导致模型在训练时为了使得损失函数最

小，倾向于使用前面步长的真实值作为预测值，

而ＭＬＧＳＷＨ模型的整体预测趋势与真实值更加
接近，模型中的空洞因果卷积自注意力机制可以

更好地捕捉海洋多要素序列局部变化趋势，使得

模型对于局部趋势的预测更加准确。

图６　ＭＬＧＳＷＨ与Ｉｎｆｏｒｍｅｒ、ＬＳＴＭ对４１０２５号站点１个月预测结果
Ｆｉｇ．６　Ｏｎｅｍｏｎｔｈｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆｓｔａｔｉｏｎ４１０２５ｂｙＭＬＧＳＷＨ，Ｉｎｆｏｒｍｅｒ，ＬＳＴＭ

　　为进一步体现ＭＬＧＳＷＨ模型的长时序预测
性能，对比了ＭＬＧＳＷＨ的４８ｈ模型（ＭＬＧＳＷＨ
４８）和２４ｈ模型（ＭＬＧＳＷＨ２４）两个月的预测结
果，其 中 ＭＬＧＳＷＨ２４的 平 均 绝 对 误 差 为
１３．３％，ＭＬＧＳＷＨ４８为 １７．２％，均符合海浪有
效波高预测的业务化需求。图 ７展示了 ＭＬＧ
ＳＷＨ２４分两次预测未来 ４８ｈ与 ＭＬＧＳＷＨ４８
一次性预测未来４８ｈ的结果。可以看出，对未来

４８小时预测时，ＭＬＧＳＷＨ２４预测结果与真实值
拟合程度更好，但在极端波高情况下，模型拟合

程度较差。复杂的天气条件是极端波高出现的１
个重要原因，且出现频率较低。因此，模型训练

所需的信息以及训练样本不足会导致预测结果

出现较大的偏差。在实际应用中，可以根据海浪

预报的不同要求对模型进行选择。

图７　ＭＬＧＳＷＨ２４、ＭＬＧＳＷＨ４８与真实值的比较
Ｆｉｇ．７　ＣｏｍｐａｒｉｓｏｎｏｆＭＬＧＳＷＨ２４，ＭＬＧＳＷＨ４８ｗｉｔｈｔｈｅｔｒｕｅｖａｌｕｅ
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３．４　消融实验
为了探究各个模块对模型性能带来的影响，

对ＬＧＥ模块、空洞因果卷积自注意力机制以及生
成式预测方法等３部分进行了消融实验。
３．４．１　局部全局编码模块的影响

为了研究ＬＧＥ编码对于模型性能的影响，对
未使用 ＬＧＥ的 ＭＬＧＳＷＨ使用全连接层对数据
进行编码并添加位置编码作为模型的输入。

４１０２５号站点的实验结果如表３所示。

表３　ＬｏｃａｌＧｌｏｂａｌＥｍｂｅｄｄｉｎｇ的消融实验结果
Ｔａｂ．３　Ａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ
ｏｆＬｏｃａｌＧｌｏｂａｌＥｍｂｅｄｄｉｎｇ

方法Ｍｅｔｈｏｄｓ
２４ｈ

ＥＭＡ／ｍ ＥＭＳ／ｍ
４８ｈ

ＥＭＡ／ｍ ＥＭＳ／ｍ
ＭＬＧＳＷＨｗ／ｏＬＧＥ ０．３６６ ０．３１４ ０．４２０ ０．３８７
ＭＬＧＳＷＨ ０．３４１ ０．２８７ ０．３９５ ０．３６２
注：加粗表示最好的结果。

Ｎｏｔｅｓ：Ｂｏｌｄｍｅａｎｓｔｈｅｂｅｓｔｒｅｓｕｌｔ．

　　由表３可以看出，添加ＬＧＥ模块对于模型预
测能力有明显提升，在４１０２５号站点的４８ｈ任务
中，未使用 ＬＧＥ模块与使用 ＬＧＥ模型的均方误
差分别为 ０．３８７与 ０．３６２，表明 ＬＧＥ模块中的
Ｔｉｍｅ２Ｖｅｃ对时间进行编码后可以使得模型自适
应的学习序列的时间信息，卷积神经网络可以提

取ＳＷＨ与海洋多要素之间的局部关联，使得模
型可以充分利用多要素海浪序列的潜在信息，提

高预测能力。

３．４．２　空洞因果卷积自注意力机制的影响
随着卷积核大小的增加，感受野会以指数级

上升，使得模型可以捕捉更长时间的信息，从而

提高模型捕捉局部变化趋势的能力。设计实验

对不同卷积核大小对模型的影响进行讨论，其编

码器中层数均为４层，解码器中层数为１层。当
ｋ＝１时，空洞因果卷积自注意力模块等同于传统
自注意力模块。在４１０２５号站点对未来２４ｈ进
行预测的结果如表４所示。

表４　不同大小卷积核对于模型的影响
Ｔａｂ．４　Ｉｎｆｌｕｅｎｃｅｏｆｄｉｆｆｅｒｅｎｔｓｉｚｅｃｏｎｖｏｌｕｔｉｏｎ

ｋｅｒｎｅｌｓｏｎｔｈｅｍｏｄｅｌ

指标

Ｉｎｄｅｘ
卷积核大小Ｋｅｒｎｅｌｓｉｚｅ

１ ２ ３ ６
ＥＭＡ／ｍ ０．３６８ ０．３５９ ０．３４１ ０．３５０
ＥＭＳ／ｍ ０．３１４ ０．３１０ ０．２８７ ０．２９９

注：加粗表示最好的结果。

Ｎｏｔｅｓ：Ｂｏｌｄｍｅａｎｓｔｈｅｂｅｓｔｒｅｓｕｌｔ．

　　从表４可以看出，使用空洞因果卷积自注意
力机制的模型性能普遍高于使用传统注意力机

制的模型，其中卷积核大小为３时，模型性能达
到最佳。然而，随着卷积核继续增大，模型的性

能没有显著变化，这表明当卷积核大小为３、卷积
层数为４时，模型对于输入的序列中的局部信息
已经可以充分提取，虽然更大的卷积核会使得模

型的感觉野更大，但同时也会使模型训练的参数

量增大，不利于模型深度的增加，同时影响模型

性能。

３．４．３　生成式多步预测方法与迭代式多步预测
方法的对比

在多步预测任务中，随着预测长度的增加，

迭代式多步预测方法不仅会出现误差累积的情

况，导致预测误差增加，而且会增加模型的计算

量。因此，采用一步式生成预测结果的方法来降

低误差累积的影响。实验结果如表５所示。

表５　生成式多步预测方法与迭代式多步预测方法对比
Ｔａｂ．５　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｇｅｎｅｒａｔｉｖｅ

ｍｕｌｔｉｓｔｅｐｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄ
ａｎｄｉｔｅｒａｔｉｖｅｍｕｌｔｉｓｔｅｐｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄ

站点

Ｓｔａｔｉｏｎ
小时

Ｈｏｕｒ

生成式预测方法

Ｇｅｎｅｒａｔｉｖｅ
ｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄ

ＥＭＡ／ｍ ＥＭＳ／ｍ

迭代式预测方法

Ｉｔｅｒａｔｉｖｅ
ｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄ

ＥＭＡ／ｍ ＥＭＳ／ｍ

４１０２５
２４ ０．３４１ ０．２８７ ０．３７５ ０．３２５
４８ ０．３９５ ０．３６２ ０．４３１ ０．４０３

４２０１９
２４ ０．３８２ ０．３４３ ０．４０１ ０．３５７
４８ ０．４３９ ０．４１８ ０．４５８ ０．４３６

注：加粗表示最好的结果。

Ｎｏｔｅｓ：Ｂｏｌｄｍｅａｎｓｔｈｅｂｅｓｔｒｅｓｕｌｔ．

　　由表５可以看出，生成式预测方法在两个站
点预测未来２４、４８ｈ的误差均有所降低。迭代式
预测方法进行多步预测时，需要进行迭代解码，

因此迭代式预测方法的时间复杂度较高。生成

式预测方法不仅有效降低了误差累计的影响，预

测误差得到降低，而且在多步预测任务中仅解码

１次就可得到预测结果，预测时间大幅度降低。

４　结论

为了解决现有模型无法有效捕捉海浪有效

波高长时间性以及海洋多要素局部关联的问题，

提出了ＭＬＧＳＷＨ模型用于海浪有效波高预测，
模型中的ＬＧＥ模块可以有效地捕捉海浪有效波
高与海洋多要素之间的局部关系以及充分利用
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时间信息，多头空洞因果卷积自注意力通过增加

感受野可以使模型更好地捕获长时间相关性以

及局部变化趋势；模型使用的生成式预测方法有

效地避免了长时间序列预测中误差累计的影响。

通过使用ＭＬＧＳＷＨ模型在北大西洋４１０２５号站
点以及墨西哥湾４２０１９号站点进行实验，模型在
预测未来２４、４８ｈ的任务中均取得最佳效果。然
而模型还存在着不足之处：（１）相较于 ＬＳＴＭ等
基于循环神经网络的模型，ＭＬＧＳＷＨ模型的计
算复杂度略高；（２）在现实情况中，有效波高与附
近海域的海浪相关，在位置上具有空间相关性，

未来研究可以引入附近站点数据进行协同预测；

（３）引入更多的海洋要素对有效波高进行预测。
同时，未来的研究可以更进一步地将海浪生成的

原理与机器学习相结合，更加完善地实现有效波

高预测任务。
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